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Tóm tắt  

Nghiên cứu này sử dụng một mô hình học máy XGBoost để dự đoán độ bền liên kết của cốt thép bị ăn mòn và lớp bê 

tông xung quanh. Một bộ dữ liệu bao gồm 218 mẫu thí nghiệm đã được thu thập từ các tài liệu hiện có để xây dựng mô 

hình và kiểm nghiệm phương pháp đề xuất. Sáu biến, bao gồm cường độ nén (𝑋1), độ dày lớp bê tông bao quanh (𝑋2), 

loại cốt thép (𝑋3), đường kính của cốt thép (𝑋4), chiều dài đoạn liên kết (𝑋5) và mức độ ăn mòn (𝑋6), đã được chọn 

làm các yếu tố đầu vào để xác định cường độ liên kết giữa cốt thép bị ăn mòn và bê tông xung quanh. Kết quả tính toán 

chỉ ra rằng mô hình XGBoost có thể đạt được hiệu suất dự đoán tốt với sai số bình phương trung bình là 2.55, sai số 

phần trăm tuyệt đối trung bình là 28.07% và hệ số xác định là 0.88. Các chỉ số này cũng tỏ ra vượt trội so với các mô 

hình khác như DFP-LSSVR. Do đó, mô hình được đề xuất có thể là một công cụ đầy hứa hẹn để hỗ trợ các kỹ sư trong 

việc dự báo cường độ liên kết của cốt thép bị ăn mòn và lớp bê tông xung quanh. 

Từ khóa: Cường độ liên kết; cốt thép bị ăn mòn; Học máy; Mô hình XGBoost; Trí tuệ nhân tạo 

Abstract  

This research employs the Extreme Gradient Boosting Machine (XGBoost) for predicting ultimate bond strength of 

corroded steel reinforcement and surrounding concrete. A data set consisting of 218 experimental tests has been 

collected from the literature to construct and verify the proposed method. Six variables, including the compressive 

strength (𝑋1), concrete cover (𝑋2), steel type (𝑋3), diameter of steel bar (𝑋4), bond length (𝑋5), and corrosion level (𝑋6), 

have been selected as input factors to derive ultimate bond strength between the corroded reinforcement and 

surrounding concrete. The experiment results, supported by statistical tests, point out that the XGBoost is able to attain 

good predictive performances with average root mean square error of 2.55, average mean absolute percentage error of 

28.07% and average coefficient of determination of 0.88. These predictive results are superior to those of benchmark 

models including the hybrid model of Differential Flower Pollination and Least Squares Support Vector Regression 
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DFP-LSSVR). Therefore, the proposed model can be a promising tool to assist civil engineers in forecasting ultimate 

bond strength of corroded steel reinforcement and surrounding concrete. 

Keywords: Ultimate bond strength; Corroded steel reinforcement; Machine learning; XGBoost; Artificial intelligence 

1. Giới thiệu 

Cường độ liên kết là lực tương tác nhằm duy 

trì sự kết dính giữa cốt thép và lớp bê tông xung 

quanh trong kết cấu bê tông cốt thép (BTCT) 

[1]. Liên kết giữa cốt thép và bê tông ảnh 

hưởng trực tiếp đến khả năng chịu tải và tuổi 

thọ của kết cấu BTCT. Trong giai đoạn thiết kế 

kết cấu BTCT, liên kết giữa cốt thép và bê tông 

xung quanh thường được coi là lý tưởng. Tuy 

nhiên, khi cốt thép bị ăn mòn, sự kết dính giữa 

chúng và bê tông xung quanh sẽ kém đi do sự 

hình thành các vết nứt bên trong bê tông. Ngoài 

ra, áp lực tác dụng lên bê tông xung quanh cùng 

với sự lan truyền của các vết nứt bê tông đẩy 

nhanh sự xuống cấp của các cấu kiện BTCT 

Saether [2]. 

Sự ăn mòn cốt thép trong các kết cấu BTCT 

thường diễn ra trong môi trường ẩm ướt và các 

công trình dưới biển. Trong các kết cấu này, 

quá trình ăn mòn tích cực xảy ra do sự suy 

giảm độ pH của dung dịch lỗ rỗng bên trong 

khối bê tông và do sự xâm nhập của các ion 

chloride có chứa trong môi trường xung quanh 

[3]. Do đó, nghiên cứu về cường độ liên kết 

giữa cốt thép bị ăn mòn và lớp bê tông xung 

quanh là một bài toán quan trọng để giám sát 

cũng như dự đoán tuổi thọ của kết cấu BTCT 

chịu các mức độ ăn mòn khác nhau. 

Tuy nhiên, việc mô hình hóa hoạt động của 

độ bền liên kết của cốt thép bị ăn mòn với bê 

tông xung quanh không phải là một nhiệm vụ 

dễ dàng. Sự ăn mòn cốt thép trong kết cấu 

BTCT là một quá trình phức tạp bị chi phối bởi 

nhiều yếu tố ảnh hưởng khác nhau như chất 

lượng bê tông, loại cốt thép được sử dụng, nồng 

độ của chất ăn mòn, cũng như độ dày của lớp 

phủ bê tông [4-7]. Ngoài ra, cường độ liên kết 

của cốt thép và bê tông có thể tăng nhẹ ở mức 

độ ăn mòn nhất định, khi mức độ ăn mòn tăng 

lên, độ bền liên kết sẽ bị suy yếu [4, 8]. 

Hiện nay, việc ứng dụng học máy trong mô 

hình hóa các đặc tính của kết cấu BTCT đang 

ngày càng trở nên phổ biến hơn Taffese and 

Sistonen [9]. Các mô hình học máy đã được áp 

dụng hiệu quả trong việc dự đoán các tính chất 

khác nhau của kết cấu BTCT như sử dụng mô 

hình học máy XGBoost để dự đoán biến dạng 

từ biến của các kết cấu BTCT [10], vết nứt 

trong dầm [11], biến dạng từ biến của bê tông 

xanh [12], khả năng chọc thủng của sàn BTCT 

[13], độ võng của dầm bê tông [14], cường độ 

nén / kéo [15], cường độ cắt của BTCT [16].  

Trong nghiên cứu này, chúng tôi ứng dụng 

mô hình học máy XGBoost để dự đoán cường 

độ liên kết giữa cốt thép bị ăn mòn với lớp bê 

tông xung quanh trong các cấu kiện BTCT. Một 

bộ dữ liệu gồm 218 mẫu thí nghiệm được sưu 

tầm từ các công trình nghiên cứu thử nghiệm 

trước đó sẽ được sử dụng để huấn luyện và 

kiểm nghiệm mô hình. 

Phần còn lại của bài báo này được trình bày 

như sau:  Mục 2 trình bày phương pháp nghiên 

cứu và tập dữ liệu thu thập được từ các tài liệu 

hiện có; mục 3 trình bày các kết quả thử 

nghiệm và thảo luận về hiệu suất của mô hình 

XGBoost trong việc dự đoán cường độ liên kết 

giữa cốt thép bị ăn mòn và bê tông bao quanh; 

phần cuối cùng nêu lên các kết luận và hướng 

nghiên cứu mở rộng trong tương lai. 

2. Phương pháp nghiên cứu 

2.1 Extreme Gradient Boosting Machine 

(XGBoost) 

Mô hình XGBoost được phát triển bởi 

Tianqi Chen trong một dự án nghiên cứu tại 

Trường Đại học Washington [17]. Mô hình này 

được biết đến với tính chất linh hoạt và tính 
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hiệu quả. Đặc biệt, XGBoost đã được ứng dụng 

trong quá trình sản xuất của các công ty lớn 

như Amazon, Uber, Facebook, Google. Ngoài 

ra, nó cũng đã được sử dụng để giành chiến 

thắng trong nhiều cuộc thi học máy trên các nền 

tảng khác nhau, chẳng hạn như Kaggle, KDD 

Cup [18]. Mô tả chi tiết của XGBoost được 

cung cấp trong tài liệu [18-20]. Sau đây, chúng 

tôi sẽ trình bày ngắn gọn những ý chính của 

phương pháp này. 

Cho một tập gồm  mẫu , 

trong đó  là véc tơ đầu vào với m tính 

năng, và  là đầu ra tương ứng. Cây hồi 

quy được liên kết với D là cây nhị phân trong 

đó: a) mỗi nút bên trong đại diện cho một quy 

tắc phân tách quyết định xem đầu vào mẫu 

thuộc nhánh bên trái hay bên phải dựa trên một 

đặc điểm đầu vào duy nhất b) mỗi lá được gán 

một giá trị là dự đoán của đầu ra. Theo kết quả 

của các quy tắc tách, mỗi lá được liên kết với 

một tập con, , của chỉ số đầu 

vào, và các đầu vào tương ứng  có 

cùng giá trị dự đoán.  

Đối với cây hồi quy, đặt T là số lượng lá, 

 biểu thị các giá trị dự đoán hoặc trọng 

số liên quan đến các lá,  biểu 

thị việc gán tập đầu vào cho các lá khác nhau, 

 là hàm dự đoán của 

cây.   

XGBoost xây dựng một tập hợp các cây hồi 

quy một cách tuần tự và kết hợp chúng để dự 

đoán đầu ra. Gọi  là giá trị dự đoán của 

đầu ra  tại bước thứ ,  ở bước thứ , 

XGBoost xây dựng một cây với hàm dự đoán  

để giảm thiểu hàm mục tiêu sau: 

        (1)     

trong đó  là hàm tổn thất. 

𝛀 𝒇 =  𝜸𝑻 +
𝟏

𝟐
 𝝀  𝒘𝒋

𝟐

𝑻

𝒋=𝟏

 

                                                     (2) 

trong đó  là thông số giảm tối thiểu và  là thông số điều chỉnh L2.      

 được tính như sau [21]: 

𝑳𝒕 ≈   𝒍 𝒚𝒊, 𝒚 𝒊
 𝒕−𝟏 

 + 𝒈𝒊𝒇𝒕 𝒙𝒊 + 
𝟏

𝟐
𝒉𝒊𝒇𝒕

𝟐 𝒙𝒊  

𝒏

𝒊=𝟏

+ 𝛀 𝒇𝒕  

                                  (3) 

trong đó  và . 

Xét tối thiểu hóa của hàm mục tiêu đơn giản hơn sau: 

𝑳 𝒕 =   𝒈𝒊𝒇𝒕 𝒙𝒊 + 
𝟏

𝟐
𝒉𝒊𝒇𝒕

𝟐 𝒙𝒊  
𝒏
𝒊=𝟏 + 𝛀 𝒇𝒕   

                                (4) 

Chúng ta có thể thu được các giá trị tối ưu  và   như sau:  

𝒘𝒋
∗ =  −

 𝒈𝒊𝒊∈𝑰𝒋

 𝒉𝒊𝒊∈𝑰𝒋 + 𝝀
 ,    𝑳 𝒕 𝒒 =  −

𝟏

𝟐
 

  𝒈𝒊𝒊∈𝑰𝒋  
𝟐

 𝒉𝒊𝒊∈𝑰𝒋 + 𝝀
+ 𝜸𝑻

𝑻

𝒋

 

                                (5) 

trong đó là tập con của tập đầu vào liên kết với lá thứ , i.e., . 
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Tuy nhiên, phương trình (5) chỉ có thể được sử dụng để tìm trọng số tối ưu khi cấu trúc của cây q 

đã được xác định.  

Trong mô hình XGBoost, một cây mới được tạo ra bằng cách đưa vào phân tách trong cây hiện 

tại. Sự phân chia được xác định để tối đa hóa mức giảm bị mất. 

𝑳 𝒔𝒑𝒍𝒊𝒕 =  −
𝟏

𝟐
 
  𝒈𝒊𝒊∈𝑰𝑳  

𝟐

 𝒉𝒊𝒊∈𝑰𝑹 + 𝝀
+

  𝒈𝒊𝒊∈𝑰𝑳  
𝟐

 𝒉𝒊𝒊∈𝑰𝑹 + 𝝀
−

  𝒈𝒊𝒊∈𝑰  𝟐

 𝒉𝒊𝒊∈𝑰 + 𝝀
 − 𝜸 

                                   (6) 

trong đó   và   là các tập con của tập đầu vào liên kết với các nút bên trái và bên phải sau khi 

phân chia.  

 

Thuật toán XGBoost 

Xác định các thông số, bao gồm số bước lặp,   và kích thước bước nhảy  

Sắp xếp bộ đầu vào theo các giá trị tính năng  

Với mỗi bước lặp t 

Tính  và  

Kiểm tra cây hiện tại và quyết định phân chia tốt nhất sử dụng phương trình (6) 

Tính các trọng lượng của cây mới  dựa trên biểu thức (5) 

Giá trị dự đoán mới được tính bằng:                                                      (7)                                                                        

Trả lại mô hình XGBoost đã được huấn luyện 

Hình 1. Thuật toán XGBoost 

Các bước chính của mô hình XGBoost được 

tóm tắt trong Hình 1. Ngoài ra, để xây dựng mô 

hình xấp xỉ hàm dựa trên XGBoost, các tham 

số sau phải được chỉ định: 

(i) eta ( : kích thước bước hay tốc độ học 

tập được sử dụng trong biểu thức (7). Giá trị  

trong khoảng , theo mặc định . 

(ii) độ sâu tối đa nằm trong khoảng , 

theo mặc định độ sâu tối đa  

(iii) lambda ( ): thông số hiệu chỉnh L2 

được sử dụng trong phương trình (2).  dao 

động trong đoạn ], theo mặc định . 

Trong bài báo này chúng tôi sử dụng các 

tham số mặc định của thuật toán. 

2.2 Bộ dữ liệu thực nghiệm 

Trong nghiên cứu này, chúng tôi sử dụng 

một bộ dữ liệu gồm 218 mẫu được sưu tầm từ 

các công trình nghiên cứu thử nghiệm trước đó 

[5, 8, 22-27]. Sáu yếu tố được chọn làm biến 

đầu vào để xác định cường độ liên kết giữa cốt 

thép bị ăn mòn và bê tông xung quanh gồm 

cường độ nén (𝑋1), độ dày lớp bê tông bảo vệ 

(𝑋2), loại cốt thép (𝑋3), đường kính cốt thép 

(𝑋4), chiều dài đoạn liên kết (𝑋5) và mức độ ăn 

mòn (𝑋6). Bộ dữ liệu này được mô tả chi tiết 

trong tài liệu Güneyisi, et al. [4]. 

Cần lưu ý rằng loại cốt thép (𝑋3) được chia 

thành hai loại và được mã hóa nhị phân: 0 cho 

thép tròn trơn và 1 cho cốt thép có gân. Hơn 

nữa, cường độ nén của các mẫu bê tông hầu hết 

được đo từ các mẫu hình lập phương 150 × 150 

× 150 mm. Tuy nhiên, trong một số mẫu, cường 

độ nén thu được từ các mẫu có dạng hình học 

khác nhau. Để có tính nhất quán, cường độ nén 

của các mẫu như vậy đã được chuyển đổi thành 

các mẫu hình khối 150 × 150 × 150 mm [4]. Các 

mô tả thống kê của sáu biến đầu vào và độ bền 

liên kết cuối cùng được trình bày trong Bảng 1. 

𝒚 𝒊
 𝒕 

= 𝒚 𝒊
 𝒕−𝟏 

+ 𝜼𝒇𝒕 𝒙𝒊   
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Bảng 1. Mô tả thống kê các biến đầu vào và đầu ra 

Biến Ký hiệu Min Trung bình Std Độ xiên Max 

Cường độ nén (MPa) X1  22.13 33.65 11.88 0.70 52.10 

Lớp bê tông bảo vệ (mm) X2 15.00 60.66 41.13 1.22 147.50 

Loại cốt thép X3 -- -- -- -- -- 

Đường kính cốt thép (mm) X4 12.00 16.19 4.56 1.01 25.00 

Chiều dài liên kết (mm) X5 36.60 92.25 71.69 3.52 500.00 

Độ ăn mòn (%) X6 0.00 4.20 8.38 5.84 80.00 

Cường độ liên kết (MPa) Y 1.30 10.94 6.96 0.82 31.70 

Chú ý: Std = độ lệch chuẩn. 

3. Kết quả tính toán và thảo luận 

Để giảm thiểu tác động tiêu cực của các 

thuộc tính có giá trị lớn, tập dữ liệu được chuẩn 

hóa bằng phép biến đổi dữ liệu điểm Z (Z-score 

data transformation) (biểu thức (8)). Hiệu suất 

của mô hình được thực hiện dựa trên ba tiêu chí 

đánh giá, bao gồm sai số toàn phương trung 

bình (RMSE), sai số phần trăm tuyệt đối trung 

bình (MAPE) (biểu thức (9)) và hệ số xác định 

(R2) (biểu thức 10)). Việc sử dụng nhiều tiêu 

chí đánh giá nhằm mục đích so sánh điểm yếu 

và điểm mạnh của mô hình ở những khía cạnh 

khác nhau. 

 

                                             (8) 

                  (9) 

(10) 

trong đó XN và XO là các biến đã chuẩn hóa và 

biến ban đầu; mX và sX lần lượt biểu thị giá trị 

trung bình và độ lệch chuẩn của biến ban đầu; 

YA,i và YP,i biểu thị kết quả đầu ra thực tế và dự 

đoán của mẫu dữ liệu thứ ith;  là giá trị trung 

bình của các giá trị thực tế; N là số lượng mẫu 

dữ liệu. 

Tập dữ liệu gồm 218 mẫu được chia ngẫu 

nhiên thành ba tập con bằng cách sử dụng công 

cụ Python package scikit-learn. Trong đó, tập 

thử nghiệm chiếm 10%, tập xác thực chiếm 

27% và tập huấn luyện chiếm 63% tổng số tập 

dữ liệu. Mô hình được chạy 20 lần. Minh họa 

về mô hình dự đoán trong cả giai đoạn huấn 

luyện (training) và thử nghiệm (testing) sử 

dụng dữ liệu của cả 20 lần chạy được minh họa 

ở Hình 2. 

 Kết quả được dự đoán cũng được so sánh 

với kết quả của phương pháp DFP-LSSVR, một 

phương pháp kết hợp giữa phương pháp học 

máy hồi quy vector hỗ trợ bình phương nhỏ 

nhất (Least Square Support Vector Machine 

Regression) và thuật toán tối ưu thụ phấn hoa vi 

phân (Differential Flower Pollination), đã được 

đề xuất và chứng minh sự hiệu quả trong việc 

dự đoán cường độ liên kết giữa cốt thép và bê 

tông bao quanh [28]. 
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Hình 2. Minh họa của mô hình dự đoán trong giai đoạn huấn luyện (training) và thử nghiệm (testing). 

Theo Bảng 2, trong cả giai đoạn huấn luyện 

và thử nghiệm, XGBoost có sai số RMSE cao 

hơn DFP-LSSVR. Điều này có thể hiểu được 

do DFP-LSSVR bản chất là phương pháp học 

máy LSSVR dùng các tham số tối ưu tìm được 

nhờ thuật toán tối ưu DFP cực tiểu hóa sai số 

RMSE. Tuy nhiên, mặc dù sai số MAPE của 

XGBoost cao hơn của DFP-LSSVR và hệ số R2 

của XGBoost thấp hơn của DFP-LSSVR trong 

giai đoạn huấn luyện. Các thông số này của 

XGBoost đều tốt hơn của DFP-LSSVR ở giai 

đoạn thử nghiệm. Điều này chứng tỏ XGBoost 

không bị quá khớp (overfitting) nhiều như 

DFP-LSSVR. Phương pháp XGBoost còn có 

thể cải thiện được hơn nếu sử dụng một thuật 

toán tối ưu, như DFP hay tương tự, để tìm các 

giá trị thích hợp cho các tham số như  và 

kích thước bước nhảy . 

Bảng 2. Kết quả tính toán của mô hình XGBoost  

Giai đoạn Thông số 
XGBoost DFP-LSSVR 

Trung bình Std. Trung bình Std. 

Huấn luyện 

RMSE (mm) 1.44 0.12 1.27 0.03 

MAPE (%) 10.55 1.87 9.83 0.35 

R2 0.96 0.01 0.97 0.00 

Thử nghiệm 

RMSE (mm) 2.55 0.39 2.39 0.39 

MAPE (%) 28.07 8.23 33.82 10.23 

R2 0.88 0.04 0.84 0.08 

Chú ý: Std. = độ lệch chuẩn 

Các kết quả này cho thấy XGBoost có thể cạnh tranh được với DFP-LSSVR và hoàn toàn có 

thể được sử dụng để dự đoán cường độ liên kết giữa cốt thép bị ăn mòn và lớp bê tông bảo vệ 

xung quanh. 

4. Kết luận 

Trong nghiên cứu này chúng tôi ứng dụng 

mô hình học máy XGBoost để giải bài toán dự 

đoán cường độ liên kết giữa cốt thép bị ăn mòn 

và lớp bê tông bao quanh. Một bộ dữ liệu gồm 

218 mẫu thí nghiệm được sưu tầm từ các 

nghiên cứu thực nghiệm trước đó được sử dụng 

để huấn luyện và kiểm nghiệm mô hình. Sáu 

yếu tố được chọn làm biến đầu vào của mô hình 

XGBoost gồm cường độ nén, độ dày lớp bê 
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tông bảo vệ, loại cốt thép, đường kính cốt thép, 

chiều dài đoạn liên kết và mức độ ăn mòn. Kết 

quả tính toán cho thấy mô hình XGBoost dự 

đoán với độ chính xác cao ở cả hai giai đoạn 

huấn luyện và thử nghiệm thể hiện ở các thông 

số RMSE, MAPE và R2. 

Bên cạnh bài toán dự đoán cường độ liên kết 

giữa cốt thép bị ăn mòn và lớp bê tông bao 

quanh, hướng nghiên cứu tiếp theo của bài báo 

này có thể là ứng dụng mô hình XGBoost để 

giải các bài toán khác trong lĩnh vực xây dựng. 

Ngoài ra, việc phát triển mô hình XGBoost kết 

hợp với một công cụ tối ưu hóa cũng là một 

hướng mở rộng của nghiên cứu này. 
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